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Plan prezentacji

• Wstęp do SRL
• Dlaczego SRL?
• Universal Propositions 2.0
• SRL a język polski
• Modele SRL
• Podsumowanie



Semantic Role Labeling (SRL)

Who did what to whom, when, where and how?
(Gildea and Jurafsky, 2000; Màrquez et al., 2008)



Semantic Role Labeling (SRL)

Predicate Identification1

2

4

3

Identyfikacja predykatów

Sense Disambiguation Ujednoznacznienie sensu predykatów

Argument Identification Identyfikacja argumentów dla każdego predykatu

Argument Classification Przypisanie ról semantycznych do każdego argumentu

the window with a hammer

A0: hitter A1: thing hitbreak.01 A2: thing hit by AM-PRP: Purpose

to escapebrokeJohn

Przykładowe ramki z Proposition Bank *:

break.01 (to cause not to be whole)
A0 – breaker/hitter
A1 – thing broken/hit
A2 – instrument
A3 – broken into … (pieces)

break.18 (to violate the law, trust)
A0 – violator
A1 – thing violated

break.19 (to suspend an action)
A0 – person causing the break
A1 – activity interrupted
A2 – purpose of pause

Nazewnictwo argumentów: A0 lub ARG0, A1 lub ARG1 …
Jeden token w ramach danej ramki może mieć tylko jedną etykietę semantyczną. Predykat nie może mieć etykiety 
semantycznej. 

* The Proposi,on Bank: An Annotated Corpus of Seman,c Roles (Palmer et al., CL 2005)



Anotacje SRL (span/dependency)
This young man thought to himself , I have been here in America for ten years , and I did not send one letter to my family .

SPAN BASED DEPENDENCY BASED



Anotacje - role

A0, A1, A2, A3, A4, A5
Role, których znaczenie jest zdefiniowane w ramach ramek z PropBank

R-A0, R-A1
Referencje do innego argumentu w ramach tej samej ramki

A0 R-A0
The boy who played basketball.

C-A0, C-A1
Kontynuacja argumentu

A1 C-A1
Pojawiły się napięcia … napięcia, które nie zawsze są związane z zasadami czy potencjałem gospodarczym.



Anotacje – modyfikatory (argumenty określające dalsze
właściwości zdarzenia)

AM-TMP – when?
AM-LOC – where?
AM-DIR – where from … to …?
AM-MNR – how?
AM-PRP, AM-CAU – why?
AM-NEG – not …
AM-MOD – modal verb



Formaty plików: CoNLL-U/CoNLL-U Plus

Formaty plików:
- CoNLL-U (*.conllu) – Universal Dependencies – 10 atrybutów
- CoNLL-U Plus (*.conllup) – Uogólnienie formatu CoNLL-U

CoNLL-U Plus - nagłówek w pliku z definicją kolumn:
# global.columns = ID UP:PRED UP:ARGHEADS UP:ARGSPANS

# global.columns = ID UP:FLAG UP:PRED UP:FRAME

# global.columns = ID FORM LEMMA UPOS XPOS FEATS HEAD DEPREL DEPS MISC UP:PRED UP:ARGHEADS UP:ARGSPANS

# global.columns = ID FORM LEMMA UPOS XPOS FEATS HEAD DEPREL DEPS MISC UP:FLAG UP:PRED UP:FRAME



Anotacje SRL w plikach CoNLL-U/CoNLL-U Plus

Anotacje SRL jako metadana



Anotacje SRL w plikach CoNLL-U/CoNLL-U Plus

Anotacje SRL – format “łatwy do edycji”



Anotacje SRL w plikach CoNLL-U/CoNLL-U Plus

Nowy format wprowadzony z Universal Proposi]ons 2.0



conllup – biblioteka python dla CoNLL-U Plus
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conllup – biblioteka python dla CoNLL-U Plus

CoNLLu Plus output file JSON output file



Dlaczego SRL?
Rozważmy dwa zdania, które są:
• bardzo podobne do siebie jeżeli weźmiemy pod uwagę występujące w nich słowa
• mają zupełnie inne znaczenie (choć to jest dość względne i zależy od kontekstu lub wymagań)
If the seller can not deliver the product, the buyer can cancel such a contract without a penalty, by giving the seller a written notice of 
cancellation.
If the seller can not deliver the product, the seller can not cancel such a contract without paying a penalty and giving the buyer a written 
notice of cancellation.
Problem:
• Jak skonstruować dobrą funkcję określającą podobieństwo semantyczne między dwoma zdaniami?
• Jak wyodrębnić cechy istotne z tych zdań tak aby jak najprecyzyjniej oddać znaczenie tych zdań?
• Jakie są oczekiwania użytkownika jeżeli chodzi o podobieństwo między tymi zdaniami?
• Czy tak długie złożone zdania składające się z kilku niezależnych znaczeniowo części daje się porównywać precyzyjnie?
• Jak zaadresować problem niewielkiej liczby przykładów, które pozwolą nam zbudować precyzyjny mechanizm potrafiący rozróżniać i dobrze 

uogólniać
Opcje:
• Strojenie modelu bazowego do rozwiązania jakiegoś konkretnego problemu – dodatkowa warstwa liniowa/klasyfikator + fine tuning 

modelu
• Czy da się zbudować precyzyjną miarę podobieństwa w oparciu o reprezentacje wektorowe z bazowego modelu bez strojenia go pod 

konkretny przypadek użycia?



Dlaczego SRL?

Obliczenie reprezentacji wektorowych wykorzystując model transformer, a następnie wykonanie 
zrównoleglenia słów (word alignment)?

Jeżeli będziemy porównywać odpowiadające sobie tokeny, to możemy wykorzystać np. miarę cosinusową do 
określenia na ile te zdania są do siebie podobne.

Niemniej pojawiają się dwa problemy:

- Nie zawsze dobrze trafiamy ze zrównoleglaniem słów

- Szczególnie w przypadku dłuższych zdań wpływ pojedynczych niezgodności na całość będzie niewielki, a te 
pojedyncze niezgodności mogą być ważne z punktu widzenia podobieństwa – brakuje tu precyzji



Dlaczego SRL?

Modele sentence-transformers* – reprezentacje wektorowe na poziomie zdań

Wykorzystując jeden z gotowych modeli sentence-transformers otrzymujemy dla tych naszych dwóch zdań 
podobieństwo cosinusowe na poziomie: 0.9670 – czyli bardzo wysokie podobieństwo, mimo że znaczenie tych 
zdań jest zupełnie inne. Podobnie jak w poprzednim przypadku, pojedyncze niezgodności mogą być ważne z 
punktu widzenia podobieństwa – brakuje tu precyzji. Potrzebny byłby więc znowu fine-tuning pod kątem 
konkretnego problemu.

*Making Monolingual Sentence Embeddings Multilingual using Knowledge Distillation (Reimers, Nils and Gurevych, Iryna 2020)



Dlaczego SRL?

Reprezentacje wektorowe z modelu bazowego dla tokenów.
Potencjalna możliwość włączenia wiedzy eksperckiej, na temat tego które ramki i argumenty są istotne z punktu widzenia porównania.
Określenie podobieństwa dla każdego argumentu (argument może składać się z kilku tokenów) wspierając się ewentualnie zrównolegleniami słów.
Zbudowanie ogólnej funkcji podobieństwa na podstawie tych podobieństw cząstkowych na poziomie argumentów.

Wykorzystanie SRL do precyzyjnego porównywania zdań

Różnice w czerwonych ramkach.



Dlaczego SRL?

SRL w zastosowaniu do zadań rozumienia języka naturalnego (NLU):
• Podobieństwo semantyczne (Semandc Similarity) / Klasyfikacja tekstu (Text Classificadon)
• Czytanie maszynowe ze zrozumieniem (Machine Reading Comprehension)

h3ps://rajpurkar.github.io/SQuAD-explorer/

• Wnioskowanie (Natural Language Inference/Recognizing Textual Entailment)
h3ps://nlp.stanford.edu/projects/snli/

Budowa nowych modeli wykorzystując połączenie reprezentacji opartych na anotacjach SRL z reprezentacjami 
słów opartych na BERT:
• Semandcs–aware BERT (SEMBERT)
Zhang, Z., Wu, Y., Zhao, H., Li, Z., Zhang, S., Zhou, X., & Zhou, X. (2020). Seman,cs-Aware BERT for Language Understanding. Proceedings of the AAAI Conference on Ar,ficial Intelligence, 34(05), 9628-9635.

• Linguisdc BERT (LingBERT)
Is Seman,c-aware BERT more Linguis,cally Aware? A Case Study on Natural Language Inference, Ling Liu, Ishan Jindal, Yunyao Li, 2022

https://rajpurkar.github.io/SQuAD-explorer/
https://nlp.stanford.edu/projects/snli/


SRL – zbiór danych Ontonotes

Zbiór danych dla języka angielskiego z anotacjami SRL.

Liczba zdań:
TRAIN: 111 097
TEST: 11 623
DEV: 15 084

Każde zdanie może mieć 0 .. wiele ramek.

SPAN BASED ONTONOTES  (LDC catalog LDC2013T19):
https://catalog.ldc.upenn.edu/LDC2013T19

DEPENDENCY BASED ONTONOTES:
Uzyskane poprzez przekształcenie z wykorzystaniem drzewa zależności.

https://catalog.ldc.upenn.edu/LDC2013T19


Universal Propositions 2.0* - wstęp

https://universalpropositions.github.io

Do budowy skutecznych modeli SRL potrzebne są dane i o ile dla języka 
angielskiego istnieją wysokiej jakości zestawy danych (propbank), to dla 
pozostałych języków takie zbiory praktycznie nie istnieją, głównie ze 
względu na wysoki nakład pracy i koszt potrzebny do ich stworzenia.

Celem projektu jest dodanie anotacji SRL do tekstów w różnych językach z 
wykorzystaniem ramek, ról i argumentów z angielskiego Proposition Bank.

Anotacje SRL dla tekstów w różnych językach generowane będą z 
wykorzystaniem techniki rzutowania anotacji.

* Universal Proposition Bank 2.0. Ishan Jindal, Alexandre Rademaker, Michał Ulewicz, Linh Ha, Huyen
Nguyen, Khoi-Nguyen Tran, Huaiyu Zhu and Yunyao Li. *LREC2022.

https://universalpropositions.github.io/


Universal Propositions 2.0 – wybór podejścia
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Universal Propositions 2.0 – parser

Porównanie parserów na danych UD 2.5.

Wybór: STANZA

Qi, P., Zhang, Y., Zhang, Y., Bolton, J., and Manning, C. D. (2020). Stanza: A python natural language processing toolkit for
many human languages. arXiv preprint arXiv:2003.07082 

Straka, M. (2018). UDPipe 2.0 prototype at CoNLL 2018 UD shared task. In Proceedings of the CoNLL 2018 Shared Task: 
Multilingual Parsing from Raw Text to Universal Dependencies, pages 197–207, Brussels, Belgium, October. Association for 
Com- putational Linguistics. 



Universal ProposiAons 2.0 – zrównoleglenia słów
(word alignments)

Porównanie rozwiązań dla zrównoleglenia słów:

Wybór: SimAlign / itermax

SimAlign/AwesomeAlign - reprezentacje wektorowe 
z 8 ukrytej warstwy modelu.

Sabet, M. J., Duher, P., Yvon, F., and Schu ̈tze, H. (2020). Simalign: High quality word align- ments without parallel training data using sta,c and contextualized embeddings. arXiv preprint arXiv:2004.08728.

Dou, Z.-Y. and Neubig, G. (2021). Word alignment by fine-tuning embeddings on parallel corpora. 



Universal Propositions 2.0 – zrównoleglenia słów



Universal Propositions 2.0 – rzutowanie anotacji

K-SRL: Instance-based Learning for Semantic Role Labeling. Alan Akbik and Yunyao Li. 26th International Conference on Computational Linguistics COLING 2016.

Dwa modele EN trenowane na Ontonotes:
• NNSRL – wyższa dokładność (precision)
• K-SRL – niższa dokładność (precision), wyższa kompletność (recall) 

szczególnie dla identyfikacji predykatów

Predykaty i argumenty SRL zwracane przez te modele są niezależnie 
rzutowane do języka docelowego TL (Target Language).
Augmentacja zidentyfikowanych predykatów w wyniku NNSRL 
wynikami K-SRL.

Polyglot training - modele trenowane jednocześnie na danych dla 
języka angielskiego i docelowego języka pozwalają osiągnąć lepsze 
wyniki.



Universal Propositions 2.0 – rzutowanie anotacji

Celem rzutowania jest transfer semantycznych etykiet dla zdań angielskich do zdań w 
docelowym języku w oparciu o zrównoleglenia słów.
Filtrowane rzutowanie:
- Verb Filter - rzutowanie etykiety predykatu jedynie gdy źródłowy i docelowy token są 

czasownikami
- Transla.on Filter – rzutowanie jedynie gdy docelowy token jest tłumaczeniem źródłowego i 

dodatkowo jest to najbardziej popularne tłumaczenie
- Rea1achment Heuris.c – zapewnia, że etykiety są zawsze podłączone do nagłówków 

składniowych zgodnie z drzewem zależności

Genera,ng High Quality Proposi,on Banks for Mul,lingual Seman,c Role Labeling. Alan Akbik, Laura Chi,cariu, Marina Danilevsky, Yunyao Li, Shivakumar Vaithyanathan and Huaiyu
Zhu. 53rd Annual Mee,ng of the Associa,on for Computa,onal Linguis,cs ACL 2015.



Universal Propositions 2.0 – kompletność rzutowania,
trening iteracyjny

Kompletność predykatów (Predicate Completeness)

Zdanie w docelowym języku jest kompletne jeżeli posiada tą samą liczbę predykatów co odpowiadające mu
zdanie w źródłowym języku – angielskim. Predykaty w języku angielskim są identyfikowane przez wytrenowany
model dla języka angielskiego, a predykaty dla docelowego języka są otrzymywane poprzez rzutowanie anotacji.

Kompletność argumentów (Argument Completeness)

Dla każdego predykatu w zdaniu wybieramy podrzędne tokeny na podstawie drzewa zależności, które mają
określony typ relacji [nsubj, obj, obl] i sprawdzamy, czy dla nich istnieje rzutowana etykieta argumentu. Para
predykat-argumenty jest k-kompletna jeżeli zawiera k lub mniej różnic w argumentach pomiędzy wynikiem
predykcji z wytrenowanego modelu dla języka angielskiego a wynikiem rzutowania anotacji. Dla k = 0 mamy
pełną kompletność i taką wartość k = 0 przyjęliśmy w iteracyjnym treningu UP 2.0.

Iteracyjny trening

Wykorzystujemy ideę ponownego etykietowania (Van der Plas i in., 2011), które polega na przetrenowaniu
modelu SRL na kompletnych w sensie predykatu i argumentów danych wyznaczonych w trakcie rzutowania
anotacji, a następnie użyciu tego modelu SRL do predykcji na pozostałych niekompletnych danych. Wyniki
predykcji zostają wykorzystane do ponownego etykietowania wyników rzutowania anotacji, nadpisując
rzutowane etykiety potencjalnie mniej zaszumionymi etykietami z predykcji. Dzięki takiemu podejściu
iteracyjnie poprawiamy kompletność (recall) starając się nie zmniejszać dokładności (precision).



Universal Propositions 2.0 - pliki GOLD

W ramach UP 2.0 do ewaluacji modeli wykorzystujemy 4 pliki GOLD:
• Dla języka francuskiego (FR)*
• Dla PL, PT, VI przygotowaliśmy nowe pliki GOLD z anotacjami SRL

*Cross-lingual validity of PropBank in the manual annotation of French L Van der Plas, T Samardzic, P Merlo (2010)



Universal Propositions 2.0 – wyniki w oparciu o GOLD:
simple vs polyglot



Universal Propositions 2.0 – co udostępniamy -
Universal Propositions a Universal Dependencies

pl_lfg-ud-train.conllu pl_lfg-up-train.conllup

pl_lfg-ud-up-train.conllup

+

=



Universal Propositions 2.0 – ramki
PropBank UP 2.0



Universal ProposiAons 2.0 – zidentyfikowane problemy
związane z rzutowaniem EN -> PL

* Cross-Lingual Semantic Role Labeling with High-Quality Translated Training Corpus Hao Fei and Meishan Zhang and Donghong Ji

Handling collisions*:



Universal Propositions 2.0 – zidentyfikowane
problemy związane z rzutowaniem EN -> PL

Predicate one-to-many (pomijamy? zostawiamy predicate for HEAD? Token w języku
polskim nie jest czasownikiem …)

Predicate many-to-one (rzutujemy tylko ostatni?)

Role or Modifier for Predicate (pomijamy modifier)



Universal Propositions 2.0 – zidentyfikowane
problemy związane z rzutowaniem EN -> PL

Role for Predicate (nie pozwalamy? Tracimy ważną informację o roli!)

Modifier tries to override Role (nie pozwalamy?)

Role tries to override Modifier (pozwalamy?)



Universal Propositions 2.0 – zidentyfikowane problemy
związane z rzutowaniem EN -> PL

Ramka angielska oparta jest na rzeczowniku.
Występuje tutaj także konflikt argumentów.



Modele SRL – architektura

Dwa oddzielne modele:
• model identyfikacji predykatów i ich ujednoznaczniania
• model identyfikacji argumentów i ich klasyfikacji

Obydwa modele oparte na bert-base-multilingual-cased - zadanie 
klasyfikacji tokenów (podobnie jak dla NER)



Modele SRL – architektura

Model klasyfikacji predykatów i ujednoznacznienia sensu

BERT

[CLS] 19-letnia mieszkanka Koszalina przekonała kolegów aby pomogli jej oszukać bank [SEP]

O               O                O        persuade.01 O      O   help.01 O  deceive.01 O
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Modele SRL – architektura

Model identyfikacji i klasyfikacji argumentów

BERT

[CLS] 19-letnia mieszkanka Koszalina przekonała kolegów aby pomogli jej oszukać bank [SEP] persuade.01 [SEP]

[CLS] 19-letnia mieszkanka Koszalina przekonała kolegów aby pomogli jej oszukać bank [SEP] help.01 [SEP]

[CLS] 19-letnia mieszkanka Koszalina przekonała kolegów aby pomogli jej oszukać bank [SEP] deceive.01 [SEP]

O              A0 O               V A1 O       A2        O       O         O

O               O                O               O                A0 O        V O      A1 O

O               O                O               O                 O        O        O        A0 V A1
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[CLS] zdanie [SEP] predykat/sens [SEP]



Modele SRL - predykcja

Model identyfikacji predykatów i 
ujednoznaczniania sensu

Ramka1: [CLS] 19-letnia mieszkanka Koszalina przekonała kolegów aby pomogli jej oszukać bank [SEP] persuade.01 [SEP]
Ramka2: [CLS] 19-letnia mieszkanka Koszalina przekonała kolegów aby pomogli jej oszukać bank [SEP] help.01 [SEP]
Ramka3: [CLS] 19-letnia mieszkanka Koszalina przekonała kolegów aby pomogli jej oszukać bank [SEP] deceive.01 [SEP]

[CLS] 19-letnia mieszkanka Koszalina przekonała kolegów aby pomogli jej oszukać bank [SEP]

Model identyfikacji i klasyfikacji 
argumentów

przekonała – persuade.01
pomogli – help.01
oszukać – deceive.01

Ramka1:

Ramka2:

Ramka3:



Modele SRL – trening PRED EN Ontonotes

Ewaluacja modelu w oparciu o zbiór treningowy po każdej epoce

Po 13 epoce: 
"micro_avg": {

"precision": 0.9948653343259081,
"recall": 0.9960060387165817,
"f1-score": 0.9954353597280315

}



Modele SRL – trening PRED EN Ontonotes

Postęp treningu (F1) – pierwsze 33 z 5455 pozycji



Modele SRL – trening PRED EN Ontonotes

Ewaluacja modelu w oparciu o zbiór testowy po każdej epoce

Po 13 epoce:
"micro_avg": {

"precision": 0.8833605713939834,
"recall": 0.900058589534059,
"f1-score": 0.8916314093262666

}



Modele SRL – trening ARG EN Ontonotes

Ewaluacja modelu w oparciu o zbiór treningowy po każdej epoce

Po 16 epoce:
"micro_avg": {

"precision": 0.9482844122263591,
"recall": 0.9602106863430102,
"f1-score": 0.9542102853654814

}



Modele SRL – trening ARG EN Ontonotes

Postęp treningu (F1)



Modele SRL – trening ARG EN Ontonotes

Ewaluacja modelu w oparciu o zbiór testowy po każdej epoce

Po 16 epoce:
"micro_avg": {

"precision": 0.8449655049363626,
"recall": 0.845116292903456,
"f1-score": 0.8450408921933086

}



Modele SRL - wyniki



Podsumowanie

Potencjalne kierunki prac:

• Budowa/treningi własnych modeli SRL dla języka polskiego
• Eksperymenty z innymi niż bert-base-multilingual-* modelami bazowymi

• Ulepszanie mechanizmu zrównoleglania słów

• Ulepszanie mechanizmów rzutowania anotacji, zaadresowanie specyficznych dla języka polskiego 
problemów

• Budowa modeli opartych na połączeniu reprezentacji BERT i reprezentacji pochodzących z SRL

• Modele i eksperymenty z zero-shot transfer learning z EN do PL w oparciu o modele multilingual

• Manualna budowa polskiego propbank’u dla SRL
• Aplikacja WEB do oznaczania zdań anotacjami SRL pod kątem manualnej budowy propbank’ów w 

różnych językach


